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Zastosowania logiki rozmytej w klasyfikacji nadzorowanej

Applications of fuzzy logic in supervised classification

uzzy Set theory has recently received considerable attention

from the remote sensing community. Recognising that
traditional classifiers based on rigid, discrete classes contribute
to noticeable thematic inaccuracy, the notion that a pixel can
enjoy partial membership in a given informational class is an
attractive alternative to the two-value logic implicit in most
classification procedures. In this paper, theoretical background
for three common fuzzy techniques is given. "Soft classifiers"
presented in this paper employ fuzzy measures based on the
following theories:

1) Fuzzy Set theory,

2) Bayesian probability theory,

3) Dempster-Shafer theory of evidence.

Unlike hard classifiers, soft classifiers defer making a de-
finitive judgement about the class membership of any pixel in
favour of producing a group of statements about the degree of
membership of that pixel in each of the possible classes. Like

traditional supervised classification procedures, each uses
training site information for the purpose of classifying each
image pixel. However, unlike traditional hard classifiers, the
output is not a single classified land cover map, but rather, a
set of images (one per class) that expresses the membership of
each pixel to a given class. Decision rules, determining final
membership of a pixel to a given class are based on fuzzy
measures: uncertainty of classification (Bayes theory) and be-
lief, plausibility and belief interval (Dempster-Shafer theory).
The shortcomings of traditional (hard) classifiers versus advan-
tages of soft classifiers is shown on a dozen or so examples of
membership values calculated using maximum likelihood and
fuzzy classifications methods.

Although decision rules employed in fuzzy image processing
may be highly subjective, fuzzy techniques are powerful tools for
kmowledge representation and processing, as they can manage
the vagueness and ambiguity of researched objects efficiently.
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Analizy szacowania dokladnosci klasyfikacji prowa-
dzone w licznych opracowaniach wykazaly, ze tradycyj-
ne metody klasyfikacji obrazu, oparte na kategorycz-
nych, dyskretnych klasach, prowadza do opracowari
map tematycznych o niskiej dokladnosci. Podjeto wiec
intensywne badania z zakresu zastosowania miar roz-
mytych (ang. fuzzy measures).

W niniejszym artykule zaprezentowane zostang teo-
retyczne podstawy oraz zalety metod tzw. klasyfikacji
miegkkiej (ang. soft classifiers), opartej na teorii prawdo-
podobieristwa calkowitego Bayesa, teorii Dempstera—
Shafera oraz teorii zbioréw rozmytych (ang. fuzzy sets).

Przeglad standardowych metod klasyfikacji
nadzorowanej

Do podstawowych metod klasyfikacji nadzorowane;j
naleza 3 metody: réwnoleglobokéw, najmniejszej odle-
gloéci oraz najwiekszego prawdopodobieristwa. Metody

te polegaja na poréwnaniu wartosci odbicia promienio-
wania w réznych zakresach kazdego piksela z okreslo-
nym uprzednio wzorcem (prébka treningowa). Préba ta
obejmuje niewielka liczbe reprezentatywnych piksel,
wybranych z obszaru, o ktérym mamy pewnosé, ze na-
lezy do danej klasy (np. uzytkowantia ziemi, typu roslin-
nosci). Préby treningowe powinny by¢ jednorodne, a od
ich wyboru zalezy ostateczny wynik klasyfikacji.

Metoda réwnolegtobokéw jest najprostsza z metod
klasyfikacji nadzorowanej, gdyz poréwnuje wartosci
pikseli jedynie z minimami i maksimami odbicia obli-
czonymi na podstawie prébki treningowej. Metoda ta
jest dosy¢ zgrubna i stuzy w zasadzie do celow szkole-
niowych oraz rekonesansu i klasyfikacji prébnej, cho-
ciaz w tym przypadku duzo szybsza i dokladniejsza jest
klasyfikacja nienadzorowana prowadzona metoda
ISODATA.

Podstawa drugiej i trzeciej metody klasyfikacji nad-
zorowancej jest teoria prawdopodobienstwa. Metoda naj-
mniejszej odleglosci jest oparta na analizie odleglosci
spektralnej wartosci piksela od sredniej wartosci proby
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treningowej. Piksele, ktérych odlegloé¢ spektralna wy-
nosi 0 beda naleze¢ do danej klasy. Przynaleznos¢ pik-
seli do danej klasy przyjmuje wartos¢ réwna zero w nie-
skoniczonosci. Mozna jednak z gory przyjaé przynalez-
noéé rowna 0 dla zadanej odleglosci standaryzowanej,
np. dla dwdoch odchylen od $redniej wartosci préby.
W tym przypadku piksel, ktéry lezy poza zasiegiem 2
odchylen standardowych wszystkich prébek treningo-
wych, nie zostanie zaklasyfikowany do Zadnej z klas.

Metoda najwiekszego prawdopodobieristwa oparta
jest na analizie rozkladu prawdopodobienstwa przyna-
leznosci piksela do danej klasy. Istotnym elementem jest
tu uwzglednienie parametréw rozproszenia zmiennych
losowych: wariancji i kowariancji prébek treningowych.
Oznacza to, ze dla klas, ktére ze swojej natury charak-
teryzuja sie duzym rozproszeniem odbicia spektralnego
w stosunku do wartosdci $redniej, dopuszczalne beda
dalsze odleglosci spektralne, niz dla klas jednorodnych.
W klasyfikacji pokrycia terenu przykladem klasy sto-
sunkowo heterogenicznej moga byé uzytki zielone (zréz-
nicowane np. ze wzgledu na wilgotnos¢ podloza), a klasy
stosunkowo jednorodnej — wody.

Problemy tradycyjnej klasyfikacji
nadzorowanej

Metoda najwiekszego prawdopodobienstwa uznawa-
na jest obecnie za najlepsza z metod klasyfikacji obra-
z6w i jest powszechnie stosowana w wielu aplikacjach.
Ma ona jednak dwie podstawowe wady. Po pierwsze,
zaklada, ze rozklad wartosci odbicia w danej klasie jest
normalny. Typowym przyktadem pokrycia terenu, kto-
rego rozklad wartosci nie jest normalny sa tereny miej-
skie. Obejmuja one zaréwno domy, drogi, jak réwniez
tereny zielone: ogréodki, trawniki, skwery, itd. W tym
przypadku rozklad ten moze mieé kilka maksimoéw,
ktore beda zblizone do rozkladéw sygnatur ,czystych”,
tzn. duzych powierzchni zabudowanych, porosnietych
roslinnoscia itd. Przy rozpoznawaniu obiektow tego ro-
dzaju powinno sie w klasyfikacji uwzgledniaé¢ dodatko-
wo strukture i teksture badanych obiektéw. Sthuzg do
tego zaawansowane metody filtrowania obrazu (tzw.
analiza czestotliwosci obrazu).

Drugim mankamentem metod opartych na prawdo-
podobieristwie jest fakt, ze sa one definitywne i jedno-
znaczne, tzn. przypisuja piksele do tej klasy, do ktérej
wykazuja najwieksze prawdopodobienstwo przynalez-
nosci. Problem ten bedzie szczegétowo oméwiony w dal-
szej czescl artykutu,

Kolejne problemy wynikaja z parametréw obecnie

dostepnych obrazéw satelitarnych. Jednorodnosc i re-

prezentatywnosé klasy zalezy przede wszystkim od wiel-
kosci piksela. Piksel obrazu NOAA/AVHRR bedzie sie
charakteryzowal duzo wicksza heterogenicznoscia niz
np. piksel zobrazowany przez Landsata. Wprawdzie
analiza tych obrazéw stuzy innym celom, dostrzega sig
jednak wyrazne zapotrzebowanie na materialy telede-
tekcyjne o wysokiej rozdzielczosci geometrycznej, ktére
pozwolilyby na szczegélowe kartowanie terenowe. Wpro-
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wadzenie na orbity kilku sensoréw o wysokiej rozdziel-
czosci geometrycznej planowane jest w najblizszych la-
tach, podjeto réwniez badania z zakresu przetwarzania
i kalibracji danych z hiperspektralnych spektrometréow
obrazujacych, umieszczanych na platformach lotni-
czych (AVIRIS, DAIS). Od kilku lat sa juz natomiast
prowadzone intensywne badania z zakresu analizy sub-
pikselowej, majace na celu rozpoznanie zroéznicowania
pokrycia terenu w obrebie jednego piksela. Pozytywne
wyniki uzyskano stosujac tzw. spectral unmixing. Meto-
dy te wymagaja kalibracyjnych pomiaréow spekiromet-
rycznych wykonanych w terenie i polegaja na rozwiaza-
niu ukladu réwnan o wielu niewiadomych, oparajac sie
na wielkosci odbicia .czystych” typow pokrycia, pomie-
rzong w terenie (Roberts et al., 1998). Metoda ta daje
dobre rezultaty, jednak ze wzgledu na czaso-, koszto-
i pracochtonnosé podejmowane sa proby modelowania
odpowiedzi spektralnych z jednorodnych typéw pokry-
cia terenu i ograniczeniu badan terenowych do mini-
mum. Daja one jednak mniejsza dokladnosé, a prace
w tym zakresie wymagaja dalszych badan. Innym roz-
wigzaniem tego problemu jest zastosowanie metod opar-
tych na zastosowaniu logiki rozmyte;j.

Ostatecznie, klasyfikacja tradycyjna nie uwzglednia
charakteru samych obiektéw, ktére niejednokrotnie sa
obiektami niejednorodnymi. Najprostszym przykiladem
jest tu klasa laséw mieszanych, do ktérej moga nalezec
zarowno lasy o réwnym udziale gatunkéw iglastych i lis-
ciastych, jak réwniez lasy lisciaste z udziatem gatunkéw
iglastych, czy tez lasy iglaste z niewielka domieszka
gatunkdw lisciastych. Innym przykladem jest problem
granic, ktére, w szczegélnosci dla obiektéw natural-
nych, czesto maja charakter przejsciowy, zonalny.
Przyktadowo, kartowanie roslinnosci jest w znacznej
mierze mozliwe jedynie dzieki przyjeciu tezy o wzglednej
nieciaglosci przestrzennej roslinnodci (Faliriski, 1990).
Jest to jednak do$é dalekie uproszczenie majace swoje
podioze giéwnie w technicznym ograniczeniu mozliwosci
kartowania stref przej$ciowych. Pewnym rozwigzaniem
tego problemu jest kartowanie metodami cyfrowymi,
w systemie rastrowym, w odréznieniu od systemu wek-
torowego. Rzeczywistym rozwigzaniem wydaje sie nato-
miast by¢ zastosowanie logiki rozmytej w zautomatyzo-
wanym rozpoznawaniu zbiorowisk roglinnych.

Wprowadzenie do teorii zbioréw rozmytych

Zbiory rozmyte sa rozszerzeniem pojecia zbioréw
w ujeciu klasyeznym. Teoria zbioréw rozmytych zakla-
da, ze istnieja zbiory, w ktorych przynaleznosé elementu
do zbioru nie jest ostro zarysowana. Wedtug tworcy tej
teorii, L.A. Zadeha (1965), zbiér rozmyty okreslony
w przestrzeni X, zawierajacej wszystkie interesujace nas
obiekty, jest funkcja okreslona na przestrzeni X o war-
tosciach zawartych w przedziale [0, 1], w przeciwien-
stwie do zbioru zwyklego, ktérego wartosci naleza do
dwuelementowego zbioru {0, 1}.

Oznacza to, ze dany element moze nalezeé catkowicie
do danego zbioru (przynalezno$é réowna 1), moze nie
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nalezeé¢ do zbioru (przynaleznosé¢ réwna 0), ale istnieje
rowniez mozliwos¢ trzecia, tzn., ze dany element nalezy
do danego zbioru czesciowo (przynaleznosé¢ pomiedzy O
a 1). Szczegolne zastosowanie znajduje teoria zbioréw
rozmytych w dyscyplinach przyrodniczych. Klasycznym
przyktadem zbioru rozmytego jest mapa spadkow. Za-
t6zmy, ze za stoki strome w Tatrach przyjmiemy stoki
o nachyleniu wiekszym od 20°. Czy oznacza to, ze stoki
o nachyleniu 19,99° nie sa stokami stromymi?

Rozwigzaniem tego problemu jest okreslenie funkcji
przynaleznosci, ktéra kazdemu elementowi zbioru przy-
porzadkowuje przynaleznosé réwna 0, zawarta w prze-
dziale (0, 1), lub przynaleznos¢ réwna 1. Istnieje szereg
funkcji charakterystycznych zbioréw rozmytych; ze
wzgledu na szerokie rozpowszechnienie i praktyczne
zastosowanie teorii zbioréw rozmytych w wielu dziedzi-
nach, do ich szczegélowego, matematycznego oméwie-
nia autorka odsyla czytelnikéw do specjalistycznych
opracowarn. W niniejszym artykule zaprezentowane zo-
stana jedynie ogélne zasady i mozliwosci zastosowania
tych teorii w metodach klasyfikacji nadzorowane;j.

Metody klasyfikacji niejednoznacznej

Idea czesciowej przynaleznosci piksela do danej kla-
sy jest atrakcyjna alternatywa dla tzw. ,klasyfikacji
twardej”, totez cieszy sie duza popularnoscia w bada-
niach teledetekcyjnych (Manyara, Lein, 12994). Podobnie
jak w Klasyfikacji nadzorowanej, metody klasyfikacji
niejednoznacznej oparte sa na parametrach statystycz-
nych charakteryzujacych rozktad zmiennych losowych,
w tym wypadku reprezentowanych przez poligony tre-
ningowe. W przeciwienstwie jednak to klasyfikacji nad-
zorowanej, w wyniku nie powstaje jedna mapa, np.
mapa pokrycia terenu, lecz szereg map (dokladnie tyle,
ile wyznaczonych zostalo pél treningowych, czyli klas),
obrazujacych stopien przynaleznosci piksela, do kazdej
z klas. Na podstawie tych warstw mozna opracowac
ostateczng mape przynaleznosci do wszystkich klas (np.
mape pokrycia terenu), przy czym oprocz klas ,czystych”
(jednorodnych), mozliwe jest wyznaczenie klas miesza-
nych. Zastosowanie logiki rozmytej w klasyfikacji nad-
zorowanej polega na analizie rozkladu funkcji przyna-
leznosci piksela do danej klasy i wymaga okreslenia
progéw parametréw opisujacych t¢ przynaleznosé, po-
nizej ktérych dany piksel nalezy do klasy mieszanej.

W niniejszym artykule oméwione zostana podstawo-
we metody klasyfikacji .miekkiej”, oparte na trzech teo-
riach z zakresu logiki rozmyte;j:

1) teorii zbioréw rozmytych,

2) teorii prawdopodobieristwa calkowitego Bayesa,

3) teorii .dowodéw” Dempstera—-Shafera.

Teoria zbioréw rozmytych w metodzie
najmniejszej odleglosci

Najprostsze zastosowanie teorii zbioré6w rozmytych
w klasyfikacji polega na okresleniu parametréw charak-
teryzujacych funkcje przynaleznosci w klasyfikacji nad-

Zastosowania logiki rozmytej...

zorowanej metoda najmniejszej odleglosci. Zaklada sie
wowczas, ze wartos¢ srednia sygnatury danej klasy
reprezentuje przynaleznosé¢ do klasy réowna jeden. Wraz
ze wzrostem odleglosci od wartoéci sredniej, przynalez-
nosc¢ piksela do danej klasy maleje. Nalezy okresli¢ taka
warto$¢ progowa, dla ktoérej przynaleznosé bedzie réwna
zero. Istotny jest fakt, Ze mozna przyjac¢ jednakows
wartos¢ progows dla wszystkich klas, mozliwe jest jed-
nak zréznicowanie tej wartosci w zaleznosci od charak-
teru klasy. Dla klas jednorodnych, charakteryzujacych
sie¢ niewielkim odchyleniem standardowym przyjmuije
sie¢ zazwyczaj wartos¢ progowa zblizona do wartosci
$redniej sygnatury, dla klas zréznicowanych — odle-
glos¢ miedzy wartodcia progowa a wartoscia $rednig
mozna zwigkszyé.

Wynikiem takiej operacji jest szereg warstw obrazu-
jacych przynaleznoéé pikseli do danej klasy. Piksele
o przynaleznosci réwnej lub zblizonej do jednosci repre-
zentujg klasy ,czyste”, piksele o przynaleznosci mniej-
szej to piksele mieszane. Okreslenie wartosci progowe;j,
przy ktorej przynaleznos$é ta bedzie réwna zero jest
jednak dos¢ subiektywne. Kolejne metody oméwione
w tym artykule operuja wskaznikami rozmytosci, ktore
ulatwiaja podjecie decyzji dotyczacej ustalenia wartosci
progowe;j.

Teoria prawdopodobieiistwa calkowitego (Bayesa)

Teoria prawdopodobienstwa catkowitego (Bayesa)
Jjest podstawa klasyfikacji przeprowadzanej metoda naj-
wickszego prawdopodobienstwa. Przynaleznoéé piksela
do danej klasy jest réwna:

p(h|ey=RElRp®
2 pelhph

gdzie: p (h| e)— prawdopodobienistwo a posteriori zda-
rzenia, p (e | h) — prawdopodobieristwo zajscia zdarze-
nia, p(h) — prawdopodobienistwo a priori zdarzenia, { —
liczba klas.

W praktyce prawdopodobienstwo a priori zdarzenia
jest rzadko uwzgledniane. Wynika to z faktu, ze ma ono
dos¢ silna moc — podaje sie je jedynie w przypadku
wysokiej pewnosci i znajomosci badanego obszaru.
Przykltadowo, gdy ze Zrédet niezaleznych (np. dane sta-
tystyczne) wiemy, ze na badanym obszarze pola upraw-
ne zajmuja 60% powierzchni, p(h) mozna ustalié¢ na 0,6.
W przypadku, gdy takich informacji nie posiadamy,
prawdopodobienistwa zajscia wszystkich zdarzen sa
réwne.

W analizie opartej na logice rozmytej dodatkowo li-
czony jest wskaznik rozmytosci, wyrazajacy stopien nie-
pewnosci klasyfikacji N (ang. classification uncertainty),
wyrazajacy sie nastepujacym wzorem:

suma
max ————

gdzie: max — najwieksza warto$é przynaleznosci dla
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danego piksela, suma — suma wszystkich przynalez-
nosci danego piksela, n — liczba klas (sygnatur).

Parametr ten wyraza stopien, w jakim zadna z klas
nie osiaga znacznej przewagi, jesli chodzi o przynalez-
nos¢ danego piksela do klasy. Miara ta jest zblizona do
miary entropii i wyraza rozproszenie przynaleznosci da-
nego piksela pomiedzy kilka klas: im wieksze rozprosze-
nie, tym wigksza niepewnosé, do ktorej z klas nalezy
zaklasyfikowaé piksel.

W tabeli 1 przedstawiono przyklady kilkanastu przy-
padkéw, w ktorych przyjeto, ze dany piksel moze nalezeé
do jednej z trzech klas: A, B lub C. Rozwazmy przyklad
nr 10. Mimo, Ze piksel ma niemalze réwne prawdopodo-

Tabela 1.
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Teoria Dempstera-Shafera

Klasyfikator Bayesa wykorzystujacy opisana powy-
zej miare rozmytosci jest klasyfikatorem do§é¢ pewnym.
Zaklada on, ze dany piksel moze nalezeé tylko do jednej
z klas, ktéra zostala zdefiniowana poprzez wyznaczenie
prébki treningowej. W tym wypadku, brak dowodu na
istnienie hipotez alternatywnych stanowi poparcie na-
wet dla slabej hipotezy, ktéra istnieje.

Rozwazmy przypadek nr 17: male prawdopodobieri-
stwo przynaleznogci do klasy A (0,01) wskazuje na to,
ze dany piksel nie jest podobny do zadnej z klas, zdefi-
niowanej poprzez probki treningowe. Jednak nawet tak
male prawdopodobienistwo przynaleinosci do klasy,

Przykladowe wartosci przynaleznoéci do klasy w trzech metodach klasyfikacji
Exemplary membership values for three classes calculated for the three methods of classification

Teoria Bayesa Teoria Dempstera-Shafera Metoda najwiekszego
prawdopodobienstwa
Nr Prawdopodobienistwo Wiarygodnosé
przynaleznos$ci do klasy Niepewnosé Niepewnosé Przynaleznosé
A B c Suma B c do Klasy

1 1 0 0 1 0 0 0 0 A

2 0.9 0.1 0 1 0.15 0,9 0,1 0 0 A

3 0.9 0,05 0,05 1 0.15 0.9 0.05 0.05 0 A

4 0.8 0 0 0.8 0,2 1 0,2 0.2 0.2 A

5 0.8 0.2 0 1 0.3 0.8 0.2 0 0 A

6 0.8 0.1 0.1 1 0.3 0.8 0.1 0.1 0 A

7 0,6 0,4 o 1 0.6 0,6 0.4 0 0 A

8 0.6 0.3 0.1 1 0,6 0,6 0,3 0.1 0 A

9 0.6 0.3 0 0.9 0.55 0,7 0.4 0,1 0.1 A
10 0,61 0,49 o 1 0,74 0,51 0,49 4] 0 A
11 0.5 0.5 0 1 0,75 0,5 0.5 0 0 ?
12 0,5 0 0 0.5 0.5 1 0.5 0.5 0.5 A
13 0,33 0,33 0.33 0,9999 1 0,33 0.33 0.33 0 ?
14 0 0.30 0 0.3 0,7 0,70 1.00 0,70 0.7 A
15 0.1 0.1 0.1 0.3 1 0.8 0.8 0.8 0.7 ?
16 0.1 0 0 0.1 0.9 1 0.9 0.9 0.9 A
17 0,01 0 0 0,01 0,99 1 0,99 0,99 0,99 A
18 0} 0 0 o] 1 1 1 1 1 ?

Znakiem zapytania oznaczono przypadki, w ktérych metoda nie pozwala na rozstrzygniecie przynaleznosci piksela. W tym wypadku stosuje sig

inne metody decyzyjne, np. najmniejszej odleglosci.

bienistwo przynaleznosci do klas A i B (odpowiednio:
0,51 i 0,49), w przypadku zastosowania klasyfikacji
tradycyjnej, zostanie automatycznie zakwalifikowany do
klasy A. Wskaznik niepewnosci dla tego przyktadu jest
bardzo wysoki i wynosi 0,74. Analiza tego wskaznika
pozwala wiec na rozpoznanie tych pikseli, ktore repre-
zentuja wiccej niz jedna klase. W dalszej analizie mozna
zastosowac proste modelowanie warunkowe (okreslenie
wartosci progowych dla: przynaleznoéci do danej klasy
i/lub wskaznika niepewnosci), ktére pozwoli na wyréz-
nienie klas czystych i mieszanych. Przykladowo, moze-
my zalozy¢, ze wszystkie piksele, o warto$ci wskaznika
niepewnosci powyzej 0,6 to piksele mieszane, ktére
naleza do wszystkich klas, do ktérych wykazuja przyna-
leznos¢ (dodatkowo mozna tu zalozy¢ progows wartosé
prawdopodobieristwa).

w klasyfikacji najwickszego prawdopodobieristwa spo-
woduje automatyczne przypisanie piksela do klasy A!
Réwniez analiza wskaZnika niepewnosci i prawdopodo-
bienstw przynaleznosci nie pozwoli na rozwiazanie tego
problemu: wskaznik niepewnosci jest wprawdzie wyso-
ki, ale poniewaz przynaleznos¢ do pozostatych dwach
Klas wynosi zero, nie mozemy zakwalifikowa¢ danego
piksela do klasy mieszanej.

Rozwigzanie tego przypadku daje zastosowanie teorii
Dempstera-Shafera, ktéra jest zmodyfikowana wersja
teorii Bayesa (Eastman, 1992). Dopuszcza ona pewien
stoplen ignorancji (niewiedzy); zaktada sie bowiem, ze
nie podano wzorca, czyli prébki treningowej dla jakiegos
typu pokrycia terenu, a wiec dany piksel moze nalezeé¢
do klasy innej, niz wyznaczone klasy wzorcowe. W prze-
ciwienstwie do teorii Bayesa brak dowodu na potwier-
dzenie hipotezy nie daje powodu do jej odrzucenia.
Teoria Dempstera-Shafera operuje trzema podstawowy-
mi parametrami: wiara (ang. belief], wiarygodnoscia
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(ang. plausibility) i réznica miedzy tymi parametrami
(ang. belief interval). Wiara wyraza stopieni, w jakim
istnieja dowody na poparcie danej hipotezy. Jest ona
réwnoznaczna z prawdopodobienstwem a posteriori
w teorii Bayesa. Wiarygodnos¢ natomiast wyraza sto-
pien, w jakim dowody nie pozwalaja na odrzucenie danej
hipotezy. Wiarygodnos¢ jest dopelnieniem sumy wszys-
tkich prawdopodobienstw przynaleznosci do pozosta-
tych od klas, np. wiarygodnos¢ przynaleznosci piksela
do klasy A wyraza sie wzorem:

Wy=1-[p(hle)+p(hlex]

Ostatecznie, réoznica migdzy wiarygodnoscia a wiara
jest miara niepewnosci klasyfikacji.

Paradoksem moze si¢ wydawac, ze w przypadku, gdy
prawdopodobienstwo przynaleznosci piksela do wszyst-
kich klas wynosi zero, wiarygodnosc¢ réwna jest w kaz-
dym przypadku 1. Jednak niepewnos¢ klasyfikacji
w tym przypadku tez jest réwna jeden — analiza obydwu
parametrow pozwoli na znalezienie tych pikseli, ktore
nie naleza do zadnej z wyroznionych klas. Wracajac do
przykladu nr 17: mozliwos¢ przynaleznosci piksela do
klasy A mozna wyeliminowa¢ poprzez zadanie nastepu-
jacego warunku: jezeli wiarygodnos¢ piksela dla wszyst-
kich klas jest zblizona i wysoka (np. 2 0,8), to piksel nie
nalezy do zadnej z uprzednio zdefiniowanych klas.
W tym wypadku nalezy wydzielic dodatkowa klase:
-niesklasyfikowane”. Na koniec rozwazmy przypadek
14: dany piksel nalezy do klasy A z prawdopodobien-
stwem 0.3. Niepewnos$c¢ klasyfikacji zaréwno wg teorii
Bayesa, jak i Dempstera-Shafera wynosi 0.7. W przy-
padku 9. gdy piksel ten jednoczesnie wykazuje prawdo-
podobienstwo przynaleznosci do klasy A = 0,6, niepew-
nos¢ klasyfikacji wg Dempstera-Shafera maleje do 0,1,
podczas gdy w klasyfikacji wg Bayesa — jedynie do 0,55.
Niepewnos¢ w klasyfikacji wg Dempstera-Shafersa jest
wiec wysoka jedynie dla klas, ktorych przynaleznosé
prawdopodobienstw nie sumuje si¢ do jednosci. Analiza
wskaznika niepewnosci pozwala wiec na znalezienie
przypadkow, ktore najprawdopodobniej nie naleza do
zadnej z wyznaczonych klas. Piksele, ktore powinny
pozosta¢ niesklasyfikowane beda wigeec mialy wysoki
wskaznik niepewnosci. Klasy jednorodne beda sie nato-
miast charakteryzowaé zaréwno wysokim wskaznikiem
wiarygodnosci, jak i niskim wskaznikiem niepewnosci.

Podsumowanie

Zastosowanie logiki rozmytej w klasyfikacji nadzoro-
wanej daje szerokie mozliwosci analizy badanych obiek-

nosci wysokogorskiej.

Zastosowania logiki rozmytej...

tow i wyroznionych klas. W zaprezentowanych przykla-
dach rozwazono metody analizy przynaleznosci pikseli
do dwdch klas. Mozna sobie jednak wyobrazi¢ takie
przypadki, w ktérych dany piksel bedzie stanowil mie-
szaning wszystkich klas, a podanie 3 prob treningowych
pozwoli na wyréznienie wszystkich mozliwych kombina-
¢ji tych klas: A, B, C, AB, AC, BC i ABC. Liczba mozli-
wych kombinaciji dla n klas wynosi 2"-1, a wiec w przy-
padku wyréznianych 10 klas otrzymujemy 1023 kombi-
nacje! Analiza wskaznikow dla tylu klas jest oczywiscie
niemozliwa, a w rzeczywistosci przypadki, w ktorych
piksel charakteryzowalby sie tak wielka heterogenicz-
noscia sa niezmiernie rzadkie.

Zastosowanie metod z zakresu logiki rozmytej ma czes-
to charakter rekonesansu umozliwiajacego rozpoznanie
charakteru i miary rozmytosci badanych obiektow. Pozwa-
la tez na opracowanie .czystych” probek treningowych
modelu. Ze wzgledu na swéj subiektywny charakter, meto-
dy te powinny by¢ stosowane z ogromna ostroznoscia.

Logika rozmyta jest logika o wysokim stopniu su-
biektywnosci. Jednoczesnie jednak, zaréwno charakter
wielu obiektow, jezyk jakim sie postugujemy, jak i wiele
regul decyzyjnych ma wlasnie charakter rozmyty. Twor-
ce logiki rozmytej Zadeha czesto nazywa sie humanista
— paradoksalnie zaawansowane teorie matematyczne
maja bowiem na celu nasladowanie naturalnego, roz-
mytego charakteru zjawisk przyrodniczych, jak i skom-
plikowanego i wlasnie rozmytego charakteru mysli ludz-
kiej. Metody te z powodzeniem sa stosowane w modelo-
waniu zjawisk przyrodniczych, spotecznych i ekono-
micznych oraz zautomatyzowanej symulacji regut decy-
zyjnych (sztuczna inteligencja). Godzac sie na pewna
doz¢ niedokladnosci modeli osiagamy bowiem spojrze-
nie na taki swiat, jaki rzeczywiscie jest.
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